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1. PODSTAWOWE INFORMACJE O PRZEDMIOCIE/MODULE

Nazwa przedmiotu

Sztuczna inteligencja w spektroskopii biomedycznej

Kod przedmiotu*

nazwa jednostki
prowadzacej kierunek

Wydziat Nauk Scistych i Technicznych

Nazwa jednostki
realizujacej przedmiot

Instytut Nauk Fizycznych

Kierunek studiow

Systemy diagnostyczne w medycynie

Poziom studiow

Studia pierwszego stopnia

Profil

ogolnoakademicki

Forma studiow

Stacjonarne

Rok i semestr/y studiow

Rok Ill, semestr 6

Rodzaj przedmiotu

specjalnosciowy: Sztuczna inteligencja w diagnostyce medycznej

Jezyk wyktadowy

polski

Koordynator

dr Bohdan Mahlovanyi

Imie i nazwisko osoby
prowadzacej [ 0sob
prowadzacych

dr Bohdan Mahlovanyi

* - zgodnie z ustaleniami na Wydziale

1.1.Formy zaje¢ dydaktycznych, wymiar godzin i punktéw ECTS

Semestr . Inne Liczba pkt
) Wykt. Cw. | Konw. | Lab. | Sem. ZP Prakt. (jakie?) ECTS
6 15 15 15 3

1.2. Sposob realizacji zajec
zajecia w formie tradycyjne;j
[ zajecia realizowane z wykorzystaniem metod i technik ksztatcenia na odlegtos¢

1.3 Forma zaliczenia przedmiotu (z toku) (egzamin, zaliczenie z oceng, zaliczenie bez oceny)

WYKtLAD — EGZAMIN

LABORATORIA —ZALICZENIE Z OCENA

CWICZENIA — ZALICZENIE Z OCENA




2.WYMAGANIA WSTEPNE

Student powinien wykaza¢ sie wiedzg z zakresu analizy matematycznej, analizy danych,
programowania i spektroskopii.

3. CELE, EFEKTY UCZENIA SIE , TRESCI PROGRAMOWE | STOSOWANE METODY DYDAKTYCZNE

3.1 Cele przedmiotu

1 'Zapoeranie studentow z podstawowymi koncepcjami sztucznej inteligencji (SI)
i uczenia maszynowego.

C2 Nauka zastosowania metod Sl do analizy danych spektroskopowych w biomedycynie.

C3 Rozwijanie umiejetnosci korzystania z narzedzi programistycznych do analizy danych
biomedycznych.

3.2 Efekty uczenia sie dla przedmiotu

EK (efekt
uczenia sie)

Tres¢ efektu uczenia sie zdefiniowanego dla przedmiotu

Odniesienie do
efektow
kierunkowych *

EK_ o1

Student zna i rozumie w zaawansowanym stopniu pojecia
sztucznej inteligencji oraz metody uczenia maszynowego
wykorzystywane w analizie danych spektroskopowych
w biomedycynie.

K_Wo2

EK_ o2

Student zna i rozumie w zaawansowanym stopniu
zjawiska, procesy i prawa niezbedne do opanowania zasad
dziatania wybranego sprzetu diagnostycznego
wykorzystywanego w spektroskopii biomedyczne;.

K_Wog4

EK_o3

Student zna i rozumie zaawansowane metody
przetwarzania danych spektroskopowych, w tym redukcje
wymiarowosci, filtracje szumow oraz analize statystyczna.

K_Wog

EK_o4

Student zna i rozumie w zaawansowanym stopniu modele
uczenia maszynowego, w tym klasyfikacje i regresje i wie
jak zastosowac je do analizy danych spektroskopowych
i diagnostyki biomedycznej.

K_Wo6

EK_osg

Student potrafi korzysta¢ z technologii informatycznych
oraz metod uczenia maszynowego w celu optymalizacji
i automatyzacji analizy spektroskopowe;.

K_Uo3

EK_o6

Student potrafi wykorzystywac narzedzia programistyczne
(np. Python, TensorFlow, Scikit-learn) do analizy danych
biomedycznych i spektroskopowych.

K_Uos4

EK_o7

Student potrafi przygotowac opracowanie naukowe
dotyczace zastosowania S| w spektroskopii biomedycznej
oraz zaprezentowac uzyskane wyniki.

K_Uosg

LW przypadku $ciezki ksztatcenia prowadzacej do uzyskania kwalifikacji nauczycielskich uwzgledni¢ réwniez efekty
uczenia sie ze standarddw ksztatcenia przygotowujgcego do wykonywania zawodu nauczyciela.




Student potrafi w sposob profesjonalny i krytyczny
EK_o8 przedstawi¢  zastosowanie metod SI w analizie K_U1o
spektroskopowej w medycynie i technice.

Student jest gotdw do inicjowania dziatan na rzecz
EK_o9 popularyzacji wiedzy zwigzanej z zastosowaniem fizyki K_Kog
w informatyce

Student jest gotow do przestrzegania zasad etyki

EK_10 zawodowe] K_Kos
3.3 Tresci programowe
A. Problematyka wyktadu
Tresci merytoryczne
Wprowadzenie do sztucznej inteligencji i uczenia maszynowego w kontekscie analiz

biomedycznych.

Przeglad technik spektroskopowych w biomedycynie (Raman, FTIR, ATR, FEWS) -
charakterystyka i zastosowania.

Metody wstepnego przetwarzania danych spektroskopowych: normalizacja, filtracja szumow,
korekcja tta.

Redukcja wymiarowosci i metody analizy statystycznej (PCA, analiza skupien, metody
walidacji).

Modele uczenia maszynowego w analizie spektroskopowej: klasyfikacja, regresja, grupowanie.

Dobor metod ML/AI do okreslonych typow danych i problemdw diagnostycznych.

Wizualizacja i interpretacja wynikow analiz — od statystyki do modeli predykcyjnych.

Krytyczna ocena ograniczen i mozliwosci zastosowania Al w spektroskopii biomedycznej.

B. Problematyka ¢wiczen

Tresci merytoryczne

Dyskusja nad typowymi problemami w analizie danych spektroskopowych - przyktady
z praktyki biomedyczne;.

Rozwigzywanie zadan dotyczacych doboru odpowiednich metod statystycznych i uczenia
maszynowego do réznych typodw widm (Raman, FTIR, ATR, FEWS).

Analiza przypadkow - interpretacja wynikow PCA, LDA, PLS-DA, SVM i innych metod
w kontekscie diagnostyki biomedyczne;.

Porownanie skutecznosci roznych podejsc analitycznych — zalety i ograniczenia.

Krytyczna interpretacja publikacji naukowych opisujacych wykorzystanie Al i ML
w spektroskopii.

Dyskusja nad etycznymi i praktycznymi aspektami zastosowania sztucznej inteligencji
w diagnostyce medycznej.

C. Problematyka laboratorium

Tresci merytoryczne

Przygotowanie danych spektroskopowych (Raman, FTIR, ATR, FEWS) do analizy: normalizacja,
korekcja tta, usuwanie szumow.




Zastosowanie metod statystycznych do wstepnej analizy danych: PCA, analiza skupien,
redukcja wymiarowosci.

Dobor odpowiednich modeli uczenia maszynowego (klasyfikacja, regresja, metody
nadzorowane i nienadzorowane) do konkretnych przypadkow danych biomedycznych.

Interpretacja wynikow modeli: wskazniki jakosci klasyfikacji, ocena btedu, walidacja krzyzowa.

Porownanie skutecznosci réoznych metod (np. PCA+LDA, PLS-DA, SVM, Random Forest)
w analizie przypadkdw diagnostycznych.

Wizualizacja i krytyczna interpretacja wynikow analiz spektroskopowych w kontekscie
zastosowan biomedycznych.

Opracowanie raportu z analizy wybranego przypadku diagnostycznego — nacisk
na metodologie wyboru i uzasadnienie uzytych technik.

3.4 Metody dydaktyczne

1. Wyktad z prezentacjg multimedialna.

2. Cwiczenia: analiza studidow przypadkdw, rozwigzywanie zadan problemowych, dyskusja
nad doborem odpowiednich metod statystycznych i uczenia maszynowego do danych
spektroskopowych.

3. Laboratoria: praktyczna analiza zbioréw danych spektroskopowych (Raman, FTIR, ATR,
FEWS), zastosowanie metod statystycznych i modeli ML/AI do klasyfikacji i interpretacji

wynikow, przygotowanie raportow z analiz.

4. METODY | KRYTERIA OCENY

4.1 Sposoby weryfikacji efektow uczenia sie

Metody oceny efektow uczenia sie .
. . : Forma zajec
Symbol efektu (.np.: koIokvxqum, egzamin ust.ny, egzam|r? dydaktycznych
pisemny, projekt, sprawozdanie, obserwacja W, éw. )
w trakcie zajec) o
EK_o1 EGZAMIN PISEMNY, KOLOKWIUM, SPRAWOZDANIE w, CW, LAB
EK_o2 EGZAMIN PISEMNY, KOLOKWIUM, SPRAWOZDANIE w, CW, LAB
EK_o03 EGZAMIN PISEMNY, KOLOKWIUM, SPRAWOZDANIE w, CW, LAB
EK_o4 EGZAMIN PISEMNY, KOLOKWIUM, SPRAWOZDANIE W, CW, LAB
EK_og SPRAWOZDANIE, OBSERWACJA W TRAKCIE ZAJEC LAB
EK_o06 EGZAMIN PISEMNY, KOLOKWIUM, SPRAWOZDANIE LAB
EK_o7 SPRAWOZDANIE, KOLOKWIUM, OBSERWACJA W TRAKCIE W, LAB
ZAJEC
EK_o8 SPRAWOZDANIE, KOLOKWIUM, OBSERWACJA W TRAKCIE W, LAB
ZAJEC
EK_og OBSERWACJA W TRAKCIE ZAJEC w, CW
EK_10 OBSERWACJA W TRAKCIE ZAJEC w, CW




4.2 Warunki zaliczenia przedmiotu (kryteria oceniania)

Zaliczenie przedmiotu odbywa sie poprzez weryfikacje zdobytej wiedzy i umiejetnosci poprzez
egzamin, kolokwia, sprawozdania, aktywnosc na zajeciach i udziat w dyskusji. Taka weryfikacja
potwierdzi stopien osiggniecia przez studenta zaktadanych efektow uczenia sie. Weryfikacja
osigganych efektow ksztatcenia kontrolowana jest na biezaco w trakcie realizacji zaje¢. Ocena
uzyskana z zaliczenia przedmiotu pozwoli ocenic stopien osiggnietych efektow.

Wyktad — egzamin pisemny zawierajacy takze zagadnienie otwarte.
Egzamin jest zaliczony po zdobyciu przez studenta minimum 50% punktow.

Cwiczenia — ocena koficowa jest oceng uzyskang na kolokwium pisemnym. Brana jest takze
pod uwage aktywnosc studenta na zajeciach, ktéra moze podnies¢ ocene o pot stopnia.

Laboratoria — ocena koricowa jest srednig arytmetyczng ocen z poszczegolnych cwiczen.
Ocena z kazdego c¢wiczenia stanowi srednig z ustnego kolokwium wstepnego, sprawozdania

z ¢wiczenia oraz oceny pracy studenta na zajeciach laboratoryjnych.

5. CALKOWITY NAKEAD PRACY STUDENTA POTRZEBNY DO OSIAGNIECIA ZALOZONYCH
EFEKTOW W GODZINACH ORAZ PUNKTACH ECTS

- Srednia liczba godzin na zrealizowanie
Forma aktywnosci L .
aktywnosci
Godziny z harmonogramu studiow 45
Inne z udziatem nauczyciela akademickiego 5
(udziat w konsultacjach, egzaminie)
Godziny niekontaktowe — praca wtasna 25
studenta (przygotowanie do zaje¢, egzaminu,
napisanie referatu itp.)
SUMA GODZIN 75
SUMARYCZNA LICZBA PUNKTOW ECTS 3
* Nalezy uwzglednic, ze 1 pkt ECTS odpowiada 25-30 godzin catkowitego naktadu pracy

studenta.

6. PRAKTYKI ZAWODOWE W RAMACH PRZEDMIOTU

wymiar godzinowy nd
zasady i formy odbywania nd
praktyk
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Akceptacja Kierownika Jednostki lub osoby upowaznionej




